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在第 4 讲中，我们介绍了基于系统模型求解最优策略的算法（值迭代与策略迭代）。从本章开
始，我们将介绍不依赖系统模型的无模型（model-free）强化学习算法。

无模型强化学习的基本思想是：如果没有模型，就必须有数据；如果没有数据，就必须有模型。

若两者皆无，则无法找到最优策略。强化学习中的“数据”通常指智能体与环境的交互经验。

本章基于蒙特卡洛（Monte Carlo, MC）方法，从经验样本中学习最优策略。我们首先介绍均
值估计问题，说明如何从数据而非模型进行学习——状态价值和动作价值都是回报的期望，估计它

们本质上就是均值估计问题。随后，我们依次介绍三种 MC 算法：MC Basic、MC Exploring Starts
和 MC ε-Greedy。

5.1 动机示例：均值估计

我们以均值估计问题为例，展示如何从数据而非模型进行学习。考虑一个取值于有限实数集 X
的随机变量 X，任务是计算 X 的期望 E[X]。有两种方法可以实现。

基于模型的方法：若 X 的概率分布已知，则可以直接根据期望的定义计算：

E[X] =
∑
x∈X

p(x)x.

无模型方法：若概率分布未知，但有一些样本 {x1, x2, . . . , xn}，则期望可以近似为：

E[X] ≈ x̄ =
1

n

n∑
j=1

xj .

当 n 较小时，该近似可能不准确；但随着 n 增大，近似越来越准确。当 n→∞ 时，有 x̄→ E[X]。

这由大数定律保证。

定理 5.1 大数定律

对于随机变量 X，设 {xi}ni=1 为独立同分布（i.i.d.）样本，令 x̄ = 1
n

∑n
i=1 xi 为样本均值。则：

E[x̄] = E[X], var[x̄] = 1

n
var[X].

上述两式表明 x̄ 是 E[X] 的无偏估计，且其方差随 n 增大而趋于零。

证明

首先，E[x̄] = E
[∑n

i=1 xi/n
]
=
∑n

i=1 E[xi]/n = E[X]，最后一步利用了样本同分布的性质（即

E[xi] = E[X]）。

其次，var(x̄) = var
[∑n

i=1 xi/n
]
=
∑n

i=1 var[xi]/n
2 = (n · var[X])/n2 = var[X]/n，其中第二步



利用了样本相互独立，第三步利用了样本同分布（即 var[xi] = var[X]）。

下面通过抛硬币的例子来说明上述两种方法。设随机变量 X 表示硬币落地时朝上的一面：正面

朝上时 X = +1，反面朝上时 X = −1。假设 X 的真实概率分布为：

p(X = 1) = 0.5, p(X = −1) = 0.5.

若概率分布事先已知，可以直接计算均值：E[X] = 0.5× 1 + 0.5× (−1) = 0。

若概率分布未知，可以多次抛硬币并记录采样结果 {xi}ni=1，通过计算样本均值得到期望的估计。

随着样本数量增加，估计均值越来越准确。

备注

用于均值估计的样本必须是独立同分布（i.i.d.）的。否则，若采样值之间存在相关性，可能无法
正确估计期望。一个极端情形是：所有采样值都与第一个样本相同，则无论使用多少样本，样

本均值始终等于第一个样本的值。

5.2 MC Basic：最简单的 MC 强化学习算法

本节介绍第一个也是最简单的基于 MC的强化学习算法——MC Basic。该算法通过将策略迭代
（第 4.2 节）中基于模型的策略评估步骤替换为无模型的 MC 估计步骤而得到。

5.2.1 将策略迭代改造为无模型方法

策略迭代算法每次迭代包含两步：

• 策略评估：通过求解 vπk
= rπk

+ γP πk
vπk
来计算 vπk

；

• 策略改进：求解贪心策略 πk+1 = arg maxπ(rπ + γP πvπk
)。

策略改进步骤的元素形式为：

πk+1(s) = arg max
π

∑
a

π(a | s)

[∑
r

p(r | s, a)r + γ
∑
s′

p(s′ | s, a)vπk
(s′)

]
= arg max

π

∑
a

π(a | s)qπk
(s, a), s ∈ S.

动作价值在这两步中处于核心地位。计算动作价值有两种方法：

基于模型的方法（策略迭代所采用）：先求解贝尔曼方程得到 vπk
，再通过模型计算 qπk

(s, a)：

qπk
(s, a) =

∑
r

p(r | s, a)r + γ
∑
s′

p(s′ | s, a)vπk
(s′). (1)

这需要已知系统模型 {p(r | s, a), p(s′ | s, a)}。
无模型方法：动作价值的定义为

qπk
(s, a) = E[Gt | St = s,At = a] = E[Rt+1 + γRt+2 + γ2Rt+3 + · · · | St = s,At = a],

即从 (s, a) 出发的期望回报。由于 qπk
(s, a) 是期望，可以用 MC 方法估计：从 (s, a) 出发，遵循策

略 πk 与环境交互，收集 n 个 episode，每个 episode 的回报为 g
(i)
πk (s, a)，则：

qπk
(s, a) = E[Gt | St = s,At = a] ≈ 1

n

n∑
i=1

g(i)πk
(s, a). (2)

根据大数定律，若 episode 数量 n 足够大，该近似将足够准确。

MC 强化学习的核心思想就是：用无模型方法估计动作价值（式(2)），替代策略迭代中基于模
型的方法（式(1)）。
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5.2.2 MC Basic 算法

现在可以给出第一个MC强化学习算法。从初始策略 π0 出发，在第 k次迭代中（k = 0, 1, 2, . . .）

执行以下两步：

步骤 1：策略评估。对所有 (s, a) 估计 qπk
(s, a)。具体地，对每个 (s, a)，收集足够多的 episode，用

这些 episode 的平均回报 qk(s, a) 来近似 qπk
(s, a)。

步骤 2：策略改进。对所有 s ∈ S，求解 πk+1(s) = arg maxπ

∑
a π(a | s)qk(s, a)。贪心最优策略为

πk+1(a
∗
k | s) = 1，其中 a∗k = arg maxa qk(s, a)。

定义

算法 5.1：MC Basic（策略迭代的无模型变体）
初始化：初始策略 π0。

目标：搜索最优策略。

对于第 k 次迭代（k = 0, 1, 2, . . .），执行：

• 对于每个状态 s ∈ S，执行：
– 对于每个动作 a ∈ A(s)，执行：

∗ 收集足够多的从 (s, a) 出发、遵循 πk 的 episode。
∗ 策略评估： qπk

(s, a) ≈ qk(s, a) = 所有从 (s, a) 出发的 episode 的平均回报。
∗ 策略改进： a∗k(s) = arg maxa qk(s, a)，

πk+1(a | s) = 1 若 a = a∗k，否则 πk+1(a | s) = 0。

MC Basic 与策略迭代非常相似，唯一区别在于：MC Basic 直接从经验样本中计算动作价值，
而策略迭代先计算状态价值，再基于系统模型计算动作价值。需要注意的是，无模型算法必须直接

估计动作价值——若估计的是状态价值，仍需借助系统模型（式(1)）才能得到动作价值。
由于策略迭代是收敛的，当有足够样本时 MC Basic 也是收敛的。即对于每个 (s, a)，若有足够

多从 (s, a) 出发的 episode，则这些 episode 的平均回报可以准确近似 (s, a) 的动作价值。实际中通

常无法为每个 (s, a) 提供足够的 episode，因此动作价值的近似可能不够准确；但算法通常仍能工作
——这类似于截断策略迭代的情形。

MC Basic 过于简单，样本效率低下，因此不实用。引入该算法的目的是让读者把握 MC 强化
学习的核心思想，为理解后续更复杂的算法打下基础。

5.2.3 示例分析

简单示例：逐步实现

考虑图 5.3 所示的 3 × 3 网格世界。奖励设置为 rboundary = rforbidden = −1，rtarget = 1，折扣

因子 γ = 0.9。初始策略 π0 在 s1 和 s3 处并非最优。

下面仅展示 s1 处的动作价值计算。s1 处有 5 个可能的动作。由于该示例的策略和模型都是确
定性的，多次运行会产生相同的轨迹，因此每个动作价值的估计只需要一个 episode。
遵循 π0，分别从 (s1, a1), (s1, a2), . . . , (s1, a5) 出发，得到以下 episode：

• 从 (s1, a1) 出发：episode 为 s1
a1−→ s1

a1−→ s1
a1−→ · · ·，动作价值为

qπ0
(s1, a1) = −1 + γ(−1) + γ2(−1) + · · · = − 1

1− γ
.

• 从 (s1, a2) 出发：episode 为 s1
a2−→ s2

a3−→ s5
a3−→ · · ·，动作价值为

qπ0
(s1, a2) = 0 + γ · 0 + γ2 · 0 + γ3 · 1 + γ4 · 1 + · · · = γ3

1− γ
.
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• 从 (s1, a3) 出发：episode 为 s1
a3−→ s4

a2−→ s5
a3−→ · · ·，动作价值为

qπ0
(s1, a3) = 0 + γ · 0 + γ2 · 0 + γ3 · 1 + γ4 · 1 + · · · = γ3

1− γ
.

• 从 (s1, a4) 出发：episode 为 s1
a4−→ s1

a1−→ s1
a1−→ · · ·，动作价值为

qπ0
(s1, a4) = −1 + γ(−1) + γ2(−1) + · · · = − 1

1− γ
.

• 从 (s1, a5) 出发：episode 为 s1
a5−→ s1

a1−→ s1
a1−→ · · ·，动作价值为

qπ0
(s1, a5) = 0 + γ(−1) + γ2(−1) + · · · = − γ

1− γ
.

比较五个动作价值可知，qπ0
(s1, a2) = qπ0

(s1, a3) = γ3

1−γ
> 0 是最大值。因此改进后的策略为

π1(a2 | s1) = 1 或 π1(a3 | s1) = 1。显然该改进策略在 s1 处是最优的。该简单示例仅需一次迭代即

可获得最优策略。

综合示例：Episode 长度与稀疏奖励
接下来通过 5×5网格世界（图 5.4）讨论MC Basic的一些有趣性质。奖励设置为 rboundary = −1，

rforbidden = −10，rtarget = 1，γ = 0.9。

首先，episode 长度对最终最优策略有重要影响。当 episode 长度太短时，策略和价值估计都不
是最优的：

• 当 episode 长度为 1 时，只有与目标相邻的状态具有非零价值，其他状态价值为零——因为每个
episode 太短，无法到达目标或获得正奖励。

• 随着 episode 长度增加，策略和价值估计逐渐逼近最优值。当 episode 长度达到 15 时，可以获得
最优策略；当长度达到 30 时，价值估计也已非常接近最优；当长度为 100 时，价值估计几乎完
全准确。

随着 episode 长度增加，一个有趣的空间模式出现：离目标更近的状态比离目标更远的状态更
早获得非零价值。原因是：从某状态出发，智能体至少需要走一定步数才能到达目标并获得正奖励。

若 episode长度小于所需的最小步数，回报必然为零，估计的状态价值也为零。在该示例中，episode
长度必须不小于 15（从最左下角状态到达目标所需的最小步数）。

备注

虽然上述分析表明每个 episode 必须足够长，但 episode 并不需要无限长。当 episode 长度为
30 时，算法已能找到最优策略，尽管价值估计尚未完全达到最优值。

上述分析还与一个重要奖励设计问题——稀疏奖励（sparse reward）——密切相关。稀疏奖
励是指在到达目标之前无法获得任何正奖励的情形。稀疏奖励设置要求 episode 足够长才能到达目
标，当状态空间很大时这一要求难以满足，从而降低学习效率。解决该问题的一种简单技术是设计

非稀疏奖励：例如在上述网格世界中，可以重新设计奖励，使智能体到达目标附近状态时就能获得

小的正奖励，从而在目标周围形成“吸引场”，帮助智能体更容易地找到目标。

5.3 MC Exploring Starts

接下来扩展 MC Basic 算法，得到另一个稍微复杂但样本效率更高的 MC 强化学习算法。

5.3.1 更高效地利用样本

MC 强化学习的一个重要方面是如何更高效地利用样本。假设有遵循策略 π 的一个 episode：

s1
a2−→ s2

a4−→ s1
a2−→ s2

a3−→ s5
a1−→ · · ·
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其中下标表示状态或动作的索引而非时间步。每个状态-动作对在 episode 中出现一次称为对该状
态-动作对的一次访问（visit）。
采用不同的策略来利用这些访问：

初始访问策略（initial-visit）：只使用 episode 来估计其起始状态-动作对的动作价值。上例中
仅估计 (s1, a2) 的价值。MC Basic 采用的就是这种策略。但该策略样本效率不高——episode 中还
访问了 (s2, a4), (s2, a3), (s5, a1) 等状态-动作对，这些访问也可以用来估计相应的动作价值。
具体地，可以将原始 episode 分解为多个子 episode：

s1
a2−→ s2

a4−→ s1
a2−→ s2

a3−→ s5
a1−→ · · · [原始 episode]

s2
a4−→ s1

a2−→ s2
a3−→ s5

a1−→ · · · [从 (s2, a4) 出发的子 episode]
s1

a2−→ s2
a3−→ s5

a1−→ · · · [从 (s1, a2) 出发的子 episode]
s2

a3−→ s5
a1−→ · · · [从 (s2, a3) 出发的子 episode]

s5
a1−→ · · · [从 (s5, a1) 出发的子 episode]

状态-动作对被访问后生成的轨迹可以视为新的 episode，用于估计更多的动作价值，从而更高效地
利用样本。

此外，一个状态-动作对在一个 episode中可能被多次访问。例如上面 (s1, a2)被访问了两次。若只

计算首次访问，称为首次访问策略（first-visit）；若计算每次访问，称为每次访问策略（every-visit）。
就样本利用效率而言，每次访问策略最优。若一个 episode 足够长以至于能多次访问所有状态-

动作对，则仅凭这个 episode 就足以估计所有动作价值。但每次访问策略获得的样本之间存在相关
性——第二次访问开始的轨迹仅仅是第一次访问开始的轨迹的子集。不过若两次访问在轨迹中相距

足够远，相关性不会太强。

补充内容：多次访问相关性的量化分析

下面从数学上量化每次访问策略中多次访问之间的相关性，并给出首次访问与每次访问的方差

比较。

1. 同 episode 内两次访问的回报分解
设在同一 episode 中，状态-动作对 (s, a) 在第 i 步和第 j 步被访问（i < j），两次访问间隔

d = j − i 步。对应的回报分别为 Gi 和 Gj。由回报的递归定义，Gi 可分解为从第 i 步到第 j

步的 d 步累积回报加上第 j 步之后的剩余部分：

Gi =
d−1∑
k=0

γkRi+k+1︸ ︷︷ ︸
Aij

+γd Gj , (3)

其中 Aij 为 (s, a) 在第 i 步访问后到第 j 步访问前累积的 d 步折扣回报。注意 Aij 不包含 sj

处的奖励（该奖励已纳入 Gj），因为 Gj 的定义时刻从 t = j 开始，即 Gj = Rj+1+γRj+2+ · · ·。

2. 相关性的定量表达
由式(3)，可计算 Gi 与 Gj 的条件协方差。利用马尔可夫性：给定 Sj = s（第 j 步访问时的状

态为 s），未来的回报 Gj 与过去累积的 Aij 条件独立。因此：

Cov
(
Gi, Gj | s, a

)
= E

[
(Aij + γdGj − qπ)(Gj − qπ) | s, a

]
= E

[
Aij(Gj − qπ) | s, a

]
+ γd Var(Gj | s, a).

(4)

其中 qπ = qπ(s, a) 为真实动作价值。

第一项可进一步分解。记 p
(d)
π (s′ | s) 为从状态 s 出发经过 d 步转移后到达 s′ 的概率（遵循策
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略 π），a′j 为第 j 步实际执行的动作。则：

E
[
Aij(Gj−qπ) | s, a

]
=
∑
s′

p(d)π (s′ | s)
∑
a′

π(a′ | s′)E
[
Aij | s, a, Sj = s′, Aj = a′

]
·
(
qπ(s

′, a′)−qπ(s, a)
)
.

虽然该耦合项一般不为零，但其大小受限于 |qπ(·, ·)− qπ(s, a)|。在许多实际问题中，若两次访
问的中间状态在价值意义上与 s 差异有限，该项的量级相对较小。

衰减上界的简化估计：令 Ād = maxi,j |E[Aij | s, a]| 为 d 步累积奖励期望的最大绝对值，令 ∆q

为动作价值函数的最大差异。则：∣∣Cov(Gi, Gj)
∣∣ ≤ (Ād ·∆q + γd Var(Gj)

)
. (5)

由于 Ād = O
(
1−γd

1−γ

)
是 d 的有界函数，当 γd ≪ 1 时交叉项被 γd 主导。因此多次访问之间的

协方差以 γd 为主衰减项，即：

Cov
(
Gi, Gj | s, a

)
≈ γ|i−j| ·Var

(
G | s, a

)
. (6)

3. 相关系数
令 ρd = Corr(Gi, Gj) 为间隔 d 步的两次访问的相关系数。由式(6)，近似有：

ρd ≈ γd.

例如，当 γ = 0.9 时：

间隔 d 1 2 5 10 20 50
ρd 0.90 0.81 0.59 0.35 0.12 0.005

可见相关性随间隔 d 呈指数衰减。间隔超过约 − ln 0.1
ln(1/γ) ≈ 22 步后（对 γ = 0.9），相关系数降至

0.1 以下，样本可视为近似独立。

4. 有效样本量与方差比较
设共运行 n 个 episode，每个 episode 平均包含 M 次对 (s, a) 的访问。首次访问策略使用 n 个

样本；每次访问策略使用 nM 个样本，但样本间存在相关性。

对于每次访问策略，估计量 q̂ev = 1
nM

∑nM
i=1 G(i) 的方差为（假设 M 保持不变以简化分析）：

Var(q̂ev) =
σ2

nM

(
1 +

2

M

∑
1≤i<j≤M

ρ|i−j|

)
≈ σ2

nM

(
1 + 2

M−1∑
d=1

M − d

M
γ∆d

)
, (7)

其中 σ2 = Var(G | s, a) and ∆d >= d。定义方差膨胀因子（Variance Inflation Factor,
VIF）为每次访问方差与独立同分布方差的比值：

VIFM = 1 + 2
M−1∑
d=1

M − d

M
γ∆d.

对于首次访问策略，Var(q̂fv) = σ2/n。因此：

Var(q̂ev)

Var(q̂fv)
=

1

M
·VIFM . (8)

当 M →∞ 时，VIFM → 1 + 2γ
1−γ

= 1+γ
1−γ
。因此方差比趋近于：

Var(q̂ev)

Var(q̂fv)
→ 1 + γ

M(1− γ)
.

效率判别准则：每次访问策略的方差低于首次访问策略当且仅当：

M >
1 + γ

1− γ
.

即每个 episode 中对同一 (s, a) 的平均访问次数超过该阈值时，每次访问策略更优。

典型取值：
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γ 0.8 0.9 0.95 0.98 0.99
阈值 1+γ

1−γ
9 19 39 99 199

当 γ 较大（接近 1）时，阈值较高，首次访问策略在 episode 较短时更有优势；当 γ 较小时，

每次访问策略很快就能凭借样本数量优势获得更低的方差。

5. 结论
上述分析给出以下定量结论：

• 相关性衰减：同 episode 内两次 (s, a) 访问的回报相关系数近似为 γd，以折扣因子为底数呈

指数衰减。

• 有效样本折扣：当每个 episode对 (s, a)访问 M 次时，有效独立样本数约为 neff = nM(1−γ)
1+γ

，

而非 nM。

• 效率阈值：仅当 M > 1+γ
1−γ
时，每次访问策略的估计方差才低于首次访问策略。这一结果解

释了为什么在折扣因子接近 1 的长期规划任务中，首次访问策略往往更可取。

5.3.2 更高效地更新策略

MC 强化学习的另一个方面是何时更新策略。有两种策略：
第一种策略（MC Basic 采用）：在策略评估步骤中，先收集所有从同一状态-动作对出发的

episode，然后用这些 episode的平均回报来近似动作价值。其缺点在于：智能体必须等待所有 episode
收集完成后才能更新估计。

第二种策略：用单个 episode 的回报来近似对应的动作价值。这样可以在收到每个 episode 时
立即获得粗略估计，然后以逐 episode 的方式改进策略。该策略属于第 4 讲介绍的广义策略迭代的
范畴——即使价值估计还不够准确，也可以更新策略。

5.3.3 算法描述

将 5.3.1节和 5.3.2节的技术结合起来增强MC Basic的效率，就得到了MC Exploring Starts
算法。

定义

算法 5.2：MC Exploring Starts（MC Basic 的高效变体）
初始化：对所有 (s, a)，初始化策略 π0(a | s) 和初始值 q(s, a)；

Returns(s, a) = 0，Num(s, a) = 0。

目标：搜索最优策略。

对每个 episode，执行：
• Episode 生成：选择一个起始状态-动作对 (s0, a0)，并确保所有对都可能被选中（exploring

starts 条件）。遵循当前策略，生成长度为 T 的 episode：s0, a0, r1, . . . , sT−1, aT−1, rT。

• 每个 episode 的初始化：g ← 0。

• 对 episode 中的每一步，t = T − 1, T − 2, . . . , 0，执行：

– g ← γg + rt+1

– Returns(st, at)← Returns(st, at) + g

– Num(st, at)← Num(st, at) + 1

– 策略评估： q(st, at)← Returns(st, at)/Num(st, at)

– 策略改进： π(a | st) = 1 若 a = arg maxa q(st, a)，否则 π(a | st) = 0。

MC Exploring Starts 采用了每次访问策略。在计算从每个状态-动作对出发的折扣回报时，过
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程从终止状态开始逆向回到起始状态，这种技术可以提高算法效率，但也使算法更加复杂。正因如

此，我们先介绍了不含这些技术的 MC Basic，以揭示 MC 强化学习的核心思想。
Exploration starts条件要求从每个状态-动作对出发有足够多的 episode。只有每个状态-动作对

被充分探索，才能准确估计其动作价值（大数定律），从而成功找到最优策略。否则，若某个动作

未被充分探索，其动作价值可能被不准确地估计，即使它确实是最好的动作，也可能不被策略选中。

MC Basic 和 MC Exploring Starts 都需要这一条件，但它在许多应用中（尤其涉及与环境的物理交
互时）难以满足。

5.4 MC ε-Greedy：无需 Exploring Starts 的学习

接下来扩展 MC Exploring Starts 算法，移除 exploring starts 条件。该条件本质上要求每个状
态-动作对被足够多次访问，这也可以基于软策略（soft policies）来实现。

5.4.1 ε-greedy 策略

一个策略若在任意状态下有正概率选择任意动作，则称为软策略（soft policy）。考虑一个极端
情形：仅有一个 episode。使用软策略时，一个足够长的 episode 可以多次访问每个状态-动作对，因
此不需要从不同状态-动作对出发生成大量 episode，exploring starts 要求因而可以被移除。

一种常见的软策略是 ε-greedy 策略。ε-greedy 策略是一种随机策略，它有更高的概率选择贪
心动作，并以相同的非零概率选择其他任何动作。具体地，设 ε ∈ [0, 1]，对应的 ε-greedy 策略形式
为：

π(a | s) =


1− |A(s)| − 1

|A(s)|
ε, 对于贪心动作,

1

|A(s)|
ε, 对于其他 |A(s)| − 1 个动作,

(9)

其中 |A(s)| 表示状态 s 关联的动作数量。

当 ε = 0 时，ε-greedy 退化为贪心策略；当 ε = 1 时，选择任意动作的概率均为 1/|A(s)|。
贪心动作的被选概率始终大于其他动作，因为对于任意 ε ∈ [0, 1]：

1− |A(s)| − 1

|A(s)|
ε = 1− ε+

ε

|A(s)|
≥ ε

|A(s)|
.

虽然 ε-greedy 策略是随机的，但按如下方式选择动作：首先生成 [0, 1] 上的均匀随机数 x。若

x ≤ ε，则在 A(s) 中随机均匀选择一个动作（可能再次选到贪心动作）；若 x > ε，则选择贪心动作。

这样，选择贪心动作的总概率为 1− ε+ ε/|A(s)|，选择其他任何动作的概率为 ε/|A(s)|。

5.4.2 算法描述

要将 ε-greedy 策略集成到 MC 学习中，只需将策略改进步骤从贪心改为 ε-greedy。
具体地，MC Basic 或 MC Exploring Starts 中的策略改进步骤求解：

πk+1(s) = arg max
π∈Π

∑
a

π(a | s)qπk
(s, a),

其中 Π 表示所有可能策略的集合。该问题的解为贪心策略。

现在，将策略改进步骤改为求解：

πk+1(s) = arg max
π∈Πε

∑
a

π(a | s)qπk
(s, a),
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其中 Πε 表示给定 ε 值下所有 ε-greedy 策略的集合。这样将策略强制为 ε-greedy 的。该问题的解为
式(9)，其中 a∗k = arg maxa qπk

(s, a)。

定义

算法 5.3：MC ε-Greedy（MC Exploring Starts 的变体）
初始化：对所有 (s, a)，初始化策略 π0(a | s) 和初始值 q(s, a)；

Returns(s, a) = 0，Num(s, a) = 0；ε ∈ (0, 1]。

目标：搜索最优策略。

对每个 episode，执行：
• Episode 生成：选择一个起始状态-动作对 (s0, a0)（不需要 exploring starts 条件）。遵循当
前策略，生成长度为 T 的 episode：s0, a0, r1, . . . , sT−1, aT−1, rT。

• 每个 episode 的初始化：g ← 0。

• 对 episode 中的每一步，t = T − 1, T − 2, . . . , 0，执行：

– g ← γg + rt+1

– Returns(st, at)← Returns(st, at) + g

– Num(st, at)← Num(st, at) + 1

– 策略评估： q(st, at)← Returns(st, at)/Num(st, at)

– 策略改进：令 a∗ = arg maxa q(st, a)，则

π(a | st) =


1− |A(st)| − 1

|A(st)|
ε, a = a∗,

1

|A(st)|
ε, a ̸= a∗.

若在策略改进步骤中用 ε-greedy 策略替换贪心策略，还能保证获得最优策略吗？答案是“是”
也是“否”。“是”是指：当有足够样本时，该算法可以收敛到 Πε 中的最优 ε-greedy 策略。“否”是
指：该策略仅在 Πε 中是最优的，但在 Π 中可能不是最优的。然而，如果 ε 足够小，Πε 中的最优策

略会接近 Π 中的最优策略。

5.4.3 示例分析

考虑图 5.5 所示的网格世界。目标是为每个状态找到最优策略。MC ε-Greedy 算法的每次迭代
生成一个一百万步的 episode（这里故意考虑仅用一个 episode的极端情形）。奖励设置为 rboundary =

rforbidden = −1，rtarget = 1，γ = 0.9。

初始策略是均匀策略（每个动作的概率均为 0.2）。ε = 0.5 的最优 ε-greedy 策略经过两次迭代
即可得到。虽然每次迭代仅使用一个 episode，但由于所有状态-动作对都能被访问到，其价值可以
被准确估计，策略逐步改进。

5.5 ε-Greedy 策略的探索与利用

探索（exploration）与利用（exploitation）是强化学习中的基本权衡。探索意味着策略尽可
能多地尝试不同动作，从而充分访问和评估所有动作。利用意味着改进后的策略应选择动作价值最

大的贪心动作。然而，由于当前时刻获得的动作价值可能因探索不充分而不够准确，我们需要在利

用的同时保持探索，以避免错过最优动作。

ε-greedy 策略提供了一种平衡探索与利用的方式。一方面，它以更高概率选择贪心动作以利用
当前估计的价值；另一方面，它也有机会选择其他动作以持续探索。
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利用与最优性相关——最优策略应当是贪心的。ε-greedy策略的基本思想是以牺牲最优性/利用
为代价来增强探索。要增强利用和最优性，需减小 ε；要增强探索，需增大 ε。

ε-Greedy 策略的最优性

下面通过 5 × 5 网格世界示例展示：随着 ε 增大，ε-greedy 策略的最优性变差。奖励设置为
rboundary = −1，rforbidden = −10，rtarget = 1，γ = 0.9。

• ε = 0 时为贪心最优策略，状态价值最高。目标状态的价值也达到最大。

• 随着 ε 增大，状态价值逐渐降低，ε-greedy 策略的最优性变差。值得注意的是，当 ε 大到 0.5 时，
目标状态的价值反而变得最小——这是因为 ε 较大时，从目标区域出发的智能体有更高概率进入

周边禁区并收到负奖励。

• 如图 5.7所示，当 ε = 0.1时，最优 ε-greedy策略与最优贪心策略一致。但当 ε增大到 0.2时，获
得的 ε-greedy 策略与最优贪心策略不再一致。因此，若希望获得与最优贪心策略一致的 ε-greedy
策略，ε 的值应足够小。

为什么 ε 较大时 ε-greedy 策略与最优贪心策略不一致？以目标状态为例：贪心情形下，目标状
态的最优策略是保持不动以获得正奖励；但当 ε 较大时，有高概率进入禁区并获得负奖励，因此此

时目标状态的最优策略是逃离而非停留。

ε-Greedy 策略的探索能力

下面通过示例说明：ε 越大，ε-greedy 策略的探索能力越强。
当 ε = 1 时（均匀策略），探索能力最强——在任意状态有 0.2 的概率选择任意动作。从 (s1, a1)

出发生成的一个 episode，当 episode 足够长时（如 100 万步），可以多次访问所有状态-动作对，且
访问次数几乎均匀分布。

当 ε = 0.5 时，探索能力弱于 ε = 1 的情形。虽然 episode 足够长时每个动作仍能被访问到，但
访问次数的分布极不均匀——某些动作被访问超过 25 万次，而大多数动作仅被访问几百甚至几十
次。

以上示例表明：ε 减小时，ε-greedy 策略的探索能力下降。一种有用的技术是：初始时设 ε 较

大以增强探索，然后逐步减小 ε 以保证最终策略的最优性。

备注

ε-greedy 策略不仅用于 MC 强化学习，也用于其他强化学习算法（如第 7 讲将介绍的时序差
分学习）。探索与利用的权衡是贯穿整个强化学习领域的核心主题。

5.6 本章小结

本章介绍了本书中第一个无模型强化学习算法系列。首先通过均值估计问题引入了 MC 估计的
思想；然后依次介绍了三种 MC 算法：

• MC Basic：最简单的 MC 强化学习算法。该算法通过将策略迭代中基于模型的策略评估步骤替
换为无模型的 MC 估计组件而得到。给定足够样本，该算法可收敛到最优策略和最优状态价值。

• MC Exploring Starts：MC Basic 的变体。通过采用首次访问或每次访问策略更高效地利用样
本，并从 MC Basic 得到该算法。

• MC ε-Greedy：MC Exploring Starts 的变体。在策略改进步骤中搜索最优 ε-greedy 策略而非
贪心策略，从而增强了策略的探索能力，移除了 exploring starts 条件。

最后，通过分析 ε-greedy 策略的性质介绍了探索与利用的权衡：增大 ε 可增强探索能力但降低

利用/最优性，减小 ε 可更好利用贪心动作但探索能力受损。
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5.7 常见问题解答

• Q：什么是蒙特卡洛估计？
A：蒙特卡洛估计是指使用随机样本来解决近似问题的一大类技术。

• Q：什么是均值估计问题？
A：均值估计问题是指基于随机样本来计算随机变量期望值的问题。

• Q：如何求解均值估计问题？
A：有两种方法——基于模型和无模型。若随机变量的概率分布已知，可根据定义直接计算期望；
若概率分布未知，可使用 MC 估计来近似期望，当样本数量足够大时该近似非常准确。

• Q：为什么均值估计问题对强化学习很重要？
A：状态价值和动作价值都定义为回报的期望，因此估计状态价值或动作价值本质上就是均值估
计问题。

• Q：无模型 MC 强化学习的核心思想是什么？
A：核心思想是将策略迭代算法改造为无模型算法。策略迭代基于系统模型计算价值，而 MC 强
化学习将策略迭代中基于模型的策略评估步骤替换为无模型的 MC 策略评估步骤。

• Q：什么是初始访问、首次访问和每次访问策略？
A：它们是利用 episode 中样本的不同策略。一个 episode 可能访问许多状态-动作对。初始访问
策略用整个 episode仅估计起始状态-动作对的动作价值。每次访问和首次访问策略能更好地利用
样本——若每次访问状态-动作对时都用其后轨迹估计其动作价值，则为每次访问策略；若只使用
首次访问，则为首次访问策略。

• Q：什么是 exploring starts？为什么它很重要？
A：Exploring starts 要求从每个状态-动作对出发生成无限多（或足够多）的 episode。理论上该
条件是找到最优策略所必需的——只有每个动作价值被充分探索，才能准确评估所有动作并正确

选择最优动作。

• Q：用什么思想避免 exploring starts？
A：基本思想是让策略变“软”。软策略是随机的，使一个 episode 能访问许多状态-动作对，从而
不需要从每个状态-动作对出发的大量 episode。

• Q：ε-greedy 策略可以是最优的吗？
A：答案既是“是”也是“否”。“是”是指：若有足够样本，MC ε-Greedy 算法可收敛到最优
ε-greedy 策略。“否”是指：收敛的策略仅在所有 ε-greedy 策略中是最优的（对相同的 ε 值）。

• Q：能否用一个 episode 访问所有状态-动作对？
A：可以。若策略是软的（如 ε-greedy）且 episode 足够长，一个 episode 即可访问所有状态-动
作对。

• Q：MC Basic、MC Exploring Starts 和 MC ε-Greedy 之间是什么关系？
A：MC Basic 是最简单的 MC 强化学习算法，它揭示了无模型 MC 强化学习的基本思想。MC
Exploring Starts 是 MC Basic 的变体，调整了样本使用策略。MC ε-Greedy 又是 MC Exploring
Starts 的变体，移除了 exploring starts 要求。因此，虽然基本思想简单，但当追求更好性能时，
复杂性随之增加。将核心思想与可能分散初学者注意力的复杂性分开，对于理解至关重要。
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